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RESUMO: O objetivo deste estudo foi avaliar a predicdo do peso do tubérculo
do inhame mediante a analise de Redes Neurais Artificiais, bem como estimar e
organizar a divergéncia genética dos genatipos de inhame com base na analise
dos Mapas Auto-Organizaveis de Kohonen. Os gendtipos foram coletados nos
municipios de Cruz das Almas, S&o Felipe, Sdo Félix e Maragogipe, sendo
posteriormente caracterizados e avaliados mediante os descritores preconizados
pelo Instituto Internacional de Recursos Genéticos Vegetais e Instituto
Internacional de Agricultura Tropical (IPGRI/IITA). Os resultados indicaram que
as Redes Neurais Artificiais se apresentaram como uma ferramenta satisfatéria
na predicdo do peso do tubérculo do inhame e a analise do Mapa Auto-
Organizavel de Kohonen foi eficaz para distinguir a dissimilaridade dos gendétipos
de inhame na Regido do Recbncavo Baiano, com vista a subsidiar programas de
melhoramento genético, uma vez que podem facilitar decisdes antecipadas por
parte do agricultor e/ou melhorista, além de possibilitar ao produtor fazer uma
estimativa das projecfes para a safra e prever aspectos de financiamento antes

da colheita.
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ABSTRACT: The aim of this study was to evaluate the prediction of yam tuber
weight through the analysis of Artificial Neural Networks, as well as to estimate
and organize the genetic divergence of yam genotypes based on the analysis of
Kohonen's Self-Organizing Maps. The genotypes were collected in the
municipalities of Cruz das Almas, Séo Felipe, Sdo Félix and Maragogipe, being
later characterized and evaluated using the descriptors recommended by the
International Institute of Plant Genetic Resources and the International Institute
of Tropical Agriculture (IPGRI/IITA). The results indicated that the Artificial Neural
Networks were presented as a satisfactory tool in the prediction of the yam tuber
weight and the analysis of the Kohonen Self-Organizing Map was effective to
distinguish the dissimilarity of the yam genotypes in the Recbncavo Baiano
Region, with a view to to subsidize genetic improvement programs, since they
can facilitate early decisions on the part of the farmer and/or breeder, in addition
to enabling the producer to estimate the projections for the harvest and foresee

financing aspects before the harvest.
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1. INTRODUCAO

O inhame é um tubérculo monocotileddneo pertencente a familia
Dioscoreaceae e ao género Dioscorea, apresentando mais de 600 espécies
cultivadas nas regides tropicais, subtropicais e temperadas de todo mundo
(EPPING; LAIBACH, 2020). Dentre as espécies que apresentam uma maior
relevancia econdmica destacam-se a Dioscorea cayennensis, D. alata, D. trifida,
D. esculenta e D. rotundata (PADHAN; PANDA, 2020).

O inhame é uma espécie cultivada em todas as regides brasileiras;
entretanto a Regido Nordeste é a maior produtora, concentrando-se 90% de toda
a producdo de inhame do Brasil, principalmente os estados da Paraiba,
Pernambuco, Alagoas, Bahia, Maranh&o e Piaui, por constituir um bom negaocio
agricola em funcao do alto consumo pela populacéo (IBGE, 2021). A importancia
do seu cultivo ocorre devido ao fato de ser uma das principais fontes nutricionais
de milhdes de pessoas (RAMAN et al., 2014). Aléem da alimentacdo humana,
destaca-se também pela utilizacdo como matéria-prima em inUmeros produtos
industriais (MESQUITA, 2002).

A aplicacdo da inteligéncia artificial nas atividades agricolas visando o
melhoramento tornou-se uma ferramenta fundamental para auxiliar na tomada
de decisédo, bem como a previsdo e/ou exploracdo do potencial produtivo da
cultura (SOUSA et al., 2020), uma vez que os produtores de inhame requerem
variedades melhoradas que combinem resisténcia a doencas e pragas e alta
produtividade com atributos apreciados pelo consumidor (MIGNOUNA et al.,
2007; OBIDIEGWU et al., 2009).

Entdo, a partir de um banco de dados de experimentos bem conduzidos
gue caracterizam acessos em condi¢cdes edafoclimaticas, genétipos podem ser
selecionados atendendo aos interesses do produtor e/ou melhorista de forma
mais eficiente mediante a analise de Redes Neurais Atrtificiais (RNA) (SILVA et
al., 2020).

Segundo Braga, Carvalho e Ludermir (2007), as RNA sdo métodos
heuristicos que vem sendo cada vez mais utilizadas e tém permitido, com o

avanco da tecnologia e do entendimento da neurociéncia, a criacdo de modelos
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de neurdnios artificiais que se assemelham aos neurdnios biolégicos, 0s quais
se conectam formando sinapses artificiais. Essas conexdes as tornam capazes
de andlises de diversas situacdes, aprendizagem, reconhecimento de padrbes e
generalizagao.

Assim, o presente trabalho teve como objetivo avaliar a predi¢éo do peso
do tubérculo do inhame bem como estimar e organizar a divergéncia genética

dos gendtipos da cultura mediante a andlise de Redes Neurais Artificiais.

2. REVISAO DE LITERATURA
2.1 Aspectos botanicos e taxondmicos do género Dioscorea

O inhame pertence ao género Dioscorea, 0 maior e mais importante
género da familia Dioscoreaceae, apresentando mais de 600 espécies
(AMANZE et al., 2011; SIQUEIRA et al., 2014). Dentre as principais espécies
cultivadas para a utilizagdo no consumo humano, podem-se citar: Dioscorea
cayennensis, D. alata, D. trifida, D. esculenta e D. rotundata (PADHAN; PANDA,
2020).

O inhame é um tubérculo monocotiledéneo, anual e/ou perene, em geral
sdo plantas trepadeiras quando encontram apoio, mas também ha espécies
eretas e herbaceas (ATIENO et al., 2020). Apresentam o sistema reprodutivo por
alogamia e propagacdo vegetativa por intermédio exclusivo de tubérculos-
sementes, que sao pequenos tubérculos ou pedacos com aproximadamente 200
g (MONDO et al., 2020).

O caule é aéreo voluvel, desde delgados a robustos, podendo ou néo
apresentar espinhos (ANOKYE; TETTEH; OTOO, 2014). Os 6rgaos de reserva
sdo considerados como rizéforos subterrdaneos, com ou sem porcdes
espessadas. Além disso, algumas espécies do género Dioscorea apresentam a
peculiaridade de formar oOrgdos de reserva aéreos nas axilas foliares,
denominados de bulbilhos aéreos, os quais acumulam agua e nutrientes apos a
floracdo (SIQUEIRA, 2009).

As folhas possuem grandes variagbes morfologicas, geralmente séo

alternas, opostas ou espiraladas, compostas ou trifoliadas, lobadas ou néo, e
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pecioladas em forma de coracéo ou seta. A inflorescéncia desenvolve-se na axila
das folhas superiores, em geral como panicula ou espiga (IPGRI/IITA, 1997;
PEDRALLI, 1999; ATIENO et al., 2020). As flores sao pequenas, actinomorfas,
trimeras e geralmente unissexuais (IPGRI/IITA, 1997), podendo apresentar
coloracdo branca, amarela ou puarpura (ATIENO et al., 2020). As flores
masculinas possuem odor adocicado e graos de polen viscoso fortemente
aderido a antera, além de conter perigbnio com seis pecas em dois verticilos,
apresentando seis estames com anteras férteis, distribuidas em um sé verticilo.
Enquanto as flores femininas sdo maiores, apresentam ovario infero, tricarpelar,
trilocular, geralmente com muitos 6vulos e alguns nectéarios septais (IPGRI/IITA,
1997). Na sua maioria, o inhame é uma planta dioica, embora existam plantas
monoicas (AKORODA, 1983; ZOUNDJIHEKPON et al., 1997).

Os frutos sao do tipo capsulas trialadas, bagas ou drupas. As sementes
podem ser aladas ou néo, reticuladas ou lisas, com tamanhos variados
possuindo embrido pequeno bem diferenciado e cotilédone lateral imerso no

endosperma, o qual contém lipidios e aleurona (IPGRI/IITA, 1997).

2.2 Origem e disperséo do género Dioscorea

As espécies do género Dioscorea originaram-se no Sudeste da Asia (D.
esculenta, D. alata e D. bulbifera), Oeste da Africa (D. altissima, D. rotundata, D.
dumetorum e D. cayenensis) e América Tropical (D. trifida) (ALEXANDER;
COURSEY, 1969), os quais sdo considerados centros de diversidade e
domesticacdo da cultura (ASIEDU et al., 1997). Apresentando-se uma grande
dispersdo entre os continentes, sendo encontrada em regifes tropicais,
subtropicais e temperadas de todo o mundo (MONTALDO, 1991; COUTO et al.,
2018). De acordo com Coursey (1976), houve uma ampla dispersdo mundial do
género Dioscorea no final do Periodo Cretaceo, posteriormente ao longo do
Mioceno, apresentando evolucdo nas diferentes direcbes do Novo e Velho

Mundo, o que provocou a origem de espécies distintas.

A dispersédo do género Dioscorea deu-se no século XVI, durante o Periodo
Colonial, por intermédio dos portugueses e espanhdis, que eram 0s maiores

navegadores da época (COURSEY, 1967). Entretanto, portugueses e espanhdis
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relataram que encontraram os povos indigenas cultivando esse vegetal quando
chegaram em terras da América (ABRAMO, 1990). Apesar de cultivado desde a
antiguidade por povos primitivos, a dispersao de todas as espécies sé chegou a
civilizacdo com a intensificacao do trafico negreiro (SOUSA; RAIZADA, 2020).

D. rotundata, também conhecida como inhame da Guiné branco, é a
espécie mais importante na Africa Ocidental e Central, devido ao seu valor
nutricional e alimentar, além da importancia para a cultura do povo africano
(OBIDIEGWU; AKPABIO, 2017). Apesar da relevancia do inhame, sua origem
apresenta algumas controvérsias. Segundo Coursey (1976), esta espécie pode
ser um hibrido entre a espécie selvagem adaptada a savana D. abyssinica
Hochest ex. Knuth e a espécie selvagem adaptada a floresta tropical D.
praehensilis Benth mediante a analise morfoldgica. Esse pressuposto é
fundamentado por varios autores, devido a sobreposicdo parcial das

distribuicdes geograficas das duas espécies (Figura 1).
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Figura 1. Distribuicdo geogréfica das espécies D. rotundata, D. abyssinica e D. praehensilis
na Africa.
Fonte: SCARCELLI et al. (2019).

Outros autores consideram como sendo uma subespécie da D.
cayenensis. Entretanto, Ramser et al. (1997) concluiram que as espécies D.

rotundata e D. cayenensis sdo espécies distintas a partir de andlises
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taxonémicas e filogenéticas do Complexo D. rotundata/D. cayenensis mediante
a aplicacao de quatro marcadores moleculares, sendo eles: Random Amplified
Polymorphic DNA (RAPD), Microssatélites, Random Amplified Microsatellite
Polymorphisms (RAMPO), e por sequéncias do DNA de cloroplastos. As
espécies podem ser fenotipicamente diferenciadas pela coloracao da polpa, visto
gue a da D. rotundata € branca e da D. cayenensis é amarela, bem como a
producéo de tubérculos, uma vez que a D. rotundata é precoce enquanto a D.
cayenensis é tardia.

2.3 Importéncia socioeconémica e nutricional do género Dioscorea

O inhame é considerado uma cultura de facil cultivo e manejo por exigir
pouco uso de insumos agricolas e manejo técnico especializado quando
comparado com outras culturas (ANDRES; ADEOLUWA; BHULLAR, 2017), o
gue contribui para sua utilizacdo na agricultura familiar em todas as regiées do
Brasil. Portanto, o inhame é uma espécie de fundamental importancia para o
pais, pelo motivo de ser uma das culturas de maior interesse para a agricultura

de subsisténcia e seguranca alimentar (SIQUEIRA, 2011).

No entanto, a producdo do inhame tem sofrido uma consideravel
evolugdo, passando de uma atividade predominantemente de pequenas
propriedades rurais para uma atividade importante sob o ponto de vista
socioecondmico por gerar empregos diretos e indiretos, uma vez que sua cadeia
produtiva envolve outros setores, como: armazenamento, transporte e
comercializacédo (USDA, 2016).

A Africa Ocidental, especificamente Nigéria, Republica do Gana, Costa do
Marfim, Republica do Benim e Republica Togolesa, concentram-se 93,49% do
total da producdo mundial, desenvolvendo 74,32 milhdes de toneladas de
tuberas no ano de 2019, com uma area plantada de 8.310.702 ha. O Brasil
encontra-se entre os principais paises produtores de inhame e ocupa a 112
colocacado no ranking mundial em termos de producdo. Houve um crescimento
na producao brasileira de inhame, que passou de 231,5 mil toneladas em 2000
para 249,5 mil toneladas em 2019, ocorrendo um aumento de cerca de 7% (FAO,
2021).
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O inhame é uma espécie cultivada em todas as regides brasileiras; tendo
a Regido Nordeste como maior produtora, concentrando-se 90% de toda a
producdo de inhame do Brasil, principalmente nos estados da Paraiba,
Pernambuco, Alagoas, Bahia, Maranh&o e Piaui, por constituir um bom negdcio
agricola em funcao do alto consumo pela populacdo. Em seguida, a regido que
se destaca na producdo de inhame é o Sudeste, um importante ingrediente

utilizado na culinéria mais sofisticada dessa regido brasileira (IBGE, 2021).

Devido as condicdes edafocliméticas propicias para seu cultivo, além de
suas propriedades nutricionais e 0 consumo demandado pelo mercado interno,
a producdo de inhame no Nordeste representa uma atividade agricola
promissora (SANTOS, 2002; MENDES; SILVA; FAVERO, 2013). Um outro
aspecto favoravel é a exportacdo deste tubérculo, que representa uma
importante op¢cdo de mercado em funcdo dos precos oferecidos (MENDES;
SILVA; FAVERO, 2013).

Por ser um alimento de excelente qualidade nutritiva e energética, rico em
vitaminas do complexo B (com altos teores de tiamina, riboflavina, niacina e
adermina), teores de vitaminas A, D e C, carboidratos (amido, principalmente),
minerais, por exemplo, fésforo, calcio, ferro, potassio, sédio, magnésio, zinco,
manganés, cobre e enxofre, e com propriedades medicinais, além de apresentar
baixos teores de gordura e indice glicémico, conferindo uma melhor protecéo
contra obesidade e diabetes (BATISTA et al, 2019; KULASINGHEA,
RANAWEERA, 2019), o inhame se enquadra em um alimento funcional que deve
ter seu consumo estimulado, transpondo assim as barreiras do regionalismo
(NORONHA, 2014).

Tanto no mercado interno quanto no externo, as aplicacdées do inhame se
multiplicam, com ampla utilizacdo na forma fermentada (BATISTA et al., 2019),
minimamente processada e in natura (TRINDADE et al., 2011), podendo ser
empregada desde produtos alimenticios até como insumo na fabricacdo de
cosmeéticos e nas industrias farmacéuticas, especialmente na sintese de
cortisona e de horménios esteroides (MESQUITA, 2002). O inhame direcionado
as induastrias também é utilizado para producédo de farinhas, que desempenha
uma funcdo fundamental na dieta da populacao brasileira, uma vez que pode

substituir outras farinhas em qualquer receita, como: paes, bolos, panquecas,



21

pizzas, biscoitos, doces, tortas, entre outras (BRASIL, 2015). E comumente
vendido in natura em feiras livres e supermercados (ODU; ELENWO; MADUKA,
2019), assim como pode ser encontrado de forma minimamente processado,
congelado cru ou pré-cozido, refrigerado e frito (chips) (TRINDADE et al., 2011;
OMOHIMI et al., 2019).

2.4 Redes Neurais Artificiais

Na agricultura, os produtores buscam atingir uma estimativa da producao
antes do periodo da colheita, uma vez que poderd utilizar a previsdo da safra
para analisar as eventuais necessidades de transporte e armazenamento do
produto, como também o0s possiveis lucros na sua comercializacédo
(KHAIRUNNIZA-BEJO; MUSTAFFHA; ISMAIL, 2014). Em razéo da facilidade do
conhecimento quanto ao desempenho da cultura em determinado ambiente, na
previsdo e/ou exploracdo do potencial produtivo sob diversas condi¢des, além
da utilizac&o para a gestéo tecnoldgica e tomada de deciséo, o desenvolvimento
e a utilizacdo de modelagem é uma metodologia significativa no setor agricola
(SOUSA et al., 2020).

Dentro desse contexto, como op¢ao de modelagem e estimativa de
variaveis de interesse, as Redes Neurais Atrtificiais (RNA) tém sido utilizadas com
sucesso ao longo dos anos em culturas com alto potencial econédmico, como
tomate (MOVAGHARNEJAD; NIKZAD, 2007), batata (FORTIN et al., 2010),
milho (FARJAM et al., 2014), soja (ALVES et al., 2018) e banana (GUIMARAES
et al., 2021).

H& aproximadamente oito décadas, as RNA vém sendo estudadas e,
atualmente, vem sendo empregadas em diversas areas da ciéncia (SHAHID;
RAPPON; BERTA, 2019). Foram inspiradas no Sistema Nervoso Biologico
(Figura 2), uma vez que a percepcdo do cérebro humano realiza o
processamento das informacfes de maneira mais agil e distinta em comparacao
aos computadores digitais convencionais em virtude da sua complexidade de

operagao e ao fato de se processar em paralelo (HAYKIN, 2001).
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Corpo Ramificagoes
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Sentido de conducio do impulso nervoso

Figura 2. Representacdo de um neurdnio biolégico.
Fonte: https://app.planejativo.com/q/17873/biologia-2/sistema-nervoso

Em 1943, o primeiro modelo artificial de um neurdnio biolégico foi
desenvolvido pelo neuroanatomista e psiquiatra Warren McCulloch e do
matematico Walter Pitts, posteriormente aprimorado por Rosenblatt, que o
nomeou de Perceptron (SILVA; SCHIMIDT, 2016). Apés alguns anos de
pesquisa, o modelo Perceptron Multiplas Camadas (Multilayer Perceptron —
MLP) (Figura 3) e o algoritmo backpropagation tornaram as Redes Neurais
Artificiais uma metodologia amplamente utilizada em inUmeras areas de estudo
da ciéncia (BRAGA; CARVALHO; LUDERMIR, 2007). Portanto, seu
desenvolvimento €é marcado por muitas descobertas, conquistas e

aperfeicoamento de modelos que foram abandonados.

bias
4 b
X1 o—» k
Funcao de
ativacao
s oW —
- u Saida
Sinais de< k o) —»
entrada Yi
somatorio I
xmo—> Qk
\ Threshold
Pesos (limiar)

sinapticos
Figura 3. Modelo de neurénio artificial, segundo McCulloch-Pitts. Onde X1, X2, ..., Xm S80 as
entradas da rede; Wi, Wiz, ..., Wikm SA0 0S pes0S, OU pesos sinpticos, associados a cada
entrada; bk € o termo bias; ux é a combinacao linear dos sinais de entrada; ¢(.) € a funcéo de
ativagdo e yk € a saida do neurdnio.

Fonte: SILVA; SCHIMIDT (2016).
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Segundo Braga, Carvalho e Ludermir (2007), as RNA sdo métodos
heuristicos que se assemelham as estruturas neurais biolégicas (neurdnios) e
gue tém capacidade computacional adquirida por meio de aprendizado e

generalizagao.

O comportamento da rede é definido pelas conexdes (pesos sinapticos)
entre as suas camadas. Sendo assim, € possivel treinar uma rede neural para
desempenhar uma fungéo particular ajustando-se 0s pesos das conexdes entre
as camadas (HAYKIN, 2001). O aprendizado de uma rede neural € um processo
pelo qual os parametros sdo adaptados por meio de estimulos do ambiente onde
a rede esté inserida. Esse procedimento permite que a RNA adquira, através de
uma melhora gradativa, uma boa capacidade de resposta para 0 maior nimero
de situacdes possiveis. Ou seja, a RNA treinada torna-se capaz de
generalizacdes (DINI; LORENZ; SOUZA, 2004).

As RNA caracterizam-se pela sua arquitetura e pelo ajustamento de seus
pesos as conexdes no decorrer do processo de aprendizado. A arquitetura de
uma rede neural é constituida pelo numero de camadas (camada Unica ou
multiplas camadas), pelas conexdes entre camadas, pelo nimero de neurdnios
em cada camada, pelo tipo de conexao entre eles (feedforward ou feedback) e

pelo algoritmo de aprendizado (IBM, 2020).

O numero de camadas é o elemento essencial na determinacdo da
capacidade de rede de resolver problemas. Geralmente, as camadas sdo
classificadas em trés categorias: camada de entrada (local em que os padrdes
sdo apresentados a rede); camadas intermediarias ou ocultas (designadas a
efetuar grande parte do processamento dos dados e atribuir pesos mediante as
conexdes ponderadas, ou seja, sdo extratoras das caracteristicas) e camada de
saida (onde o resultado final é concluido e apresentado) (SINGH; PRAIJNESHU,
2008; IBM, 2020).

A figura 4 representa uma arquitetura de rede neural na qual podem ser
observadas a camada de entrada, a camada oculta e a camada de saida que
retornam valores preditos para as variaveis de interesse, cuja resposta pode ser

uni ou multivariado.
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Conexdes (pesos
sinapticos)
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Saida

Camada de Camada Oculta
Entrada

Figura 4. Rede Neural Artificial de mdltiplas camadas.
Fonte: Adaptado de FURTADO (2019).

No decorrer do processo de treinamento das RNA, 0s pesos entre as
conexbes dos neurdnios artificiais sdo parametros ajustaveis que variam a
medida que o conjunto de treino é apresentado a rede. Ou seja, 0 processo de
aprendizado em uma RNA resulta em sucessivos ajustes dos pesos sinapticos
para que a saida da rede seja a mais proxima possivel da resposta desejada.
Logo, pode-se afirmar que € nos pesos sinapticos que se encontra todo o
conhecimento adquirido pela rede. Além disso, o0 modelo neural também inclui
um termo chamado de “bias”, simbolizado por bk, que tem o efeito do acréscimo
ou decréscimo da funcdo de ativacdo na entrada da rede, dependendo se é

positiva ou negativa, respectivamente (HAYKIN, 2001).

2.4.1 Funcdes de ativacao

Assim como nos neurdnios bioldgicos, os neurénios artificiais também
requerem estimulos que ultrapassem o valor limiar para que o impulso seja
propagado. Desse modo, a porta de limiar funciona como um mecanismo para o
disparo da resposta, isto €, compara o valor das somas ponderadas das entradas
com um valor limite. Caso a soma exceda o limiar, a saida & ativada, caso ndo
ocorra, ela permanece desativada (BRAGA; CARVALHO; LUDERMIR, 2007).

Portanto, as funcdes de ativacdo apresentam um papel importante de

gerar o valor de saida do neurdnio a partir das somas ponderadas recebidas pelo
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neurdnio, e devem ser escolhidas de acordo com o problema em estudo. Sendo
gue as mais utilizadas sao: fungao limiar (degrau) (Figura 5a), funcéo linear
(purelin) (Figura 5b), funcéo sigmoidal (logistica) (Figura 5c) e fungéo tangente
hiperbdlica (Figura 5d) (HAYKIN, 2001).

a. Funcao Limiar (Degrau)

A funcao limiar é aplicada em neurénios que tomam decisbes binarias,
limitando a saida do neurbnio somente a dois valores. Entdo, os neurdnios
desenvolvidos com essa funcéo, caso o valor de ativagéo v seja negativo, o valor
da saida y seraigual a 0, e 1 nos casos em que o valor de ativacao for positivo
(HAYKIN, 2001). A funcéo limiar é expressada na seguinte equacao:

1,sex =0
¢(x) = {0,sex <0

b. Funcéo Linear (Purelin)

A funcéo de ativacao linear ndo limita a saida da RNA e é usada para
armazenar entrada e saida de dados. Além disso, 0s neurdnios que apresentam
esta funcdo atuam como aproximadores lineares (HAYKIN, 2001). Essa funcéo

€ representada pela equacao abaixo:

px) =x

c. Funcéao Sigmoidal (Logistica)

De acordo com Haykin (2001), a funcéo sigmoidal (logsig) é a funcéo de
ativacdo mais utilizada na construcdo das Redes Neurais Artificiais. Por
definicdo, a funcdo sigmoidal € mondtona crescente com propriedades
assintéticas e de suavidade. Ao contrario da funcao limiar, esta funcdo pode
atribuir todos os valores referentes ao intervalo de 0 e 1. A funcdo sigmoidal é
definida pela seguinte equacéao:

PO =T
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Sendo que a € o parametro de inclinagdo da funcéo sigmoidal. Onde a
variagcao do valor do parametro a proporciona fungdes sigmoidais com diferentes

inclinacdes.

d. Funcdo Tangente Hiperbdlica

De acordo com Haykin (2001), em certas circunstancias € necessario que
a funcdo de ativacdo assuma valores entre 1 e -1, admitindo uma forma
antissimétrica em relacdo a origem. Neste caso, utiliza-se um formato
correspondente a logsig, denominada de funcdo tangente hiperbdlica (tansig).

Essa funcéo é representada pela equacao abaixo:

() = tank (£) = =50
L=t G) = T rex
@(x) o (x)
1 1
x x
1 e
(a) (b)
P(x) @(x)
1 emmmmTT 1 e
X f x
-1 -1
(©) (d)

Figura 5. Representacao grafica das fun¢des de ativagdo mais utilizadas: (a) funcéo
limiar; (b) funcao linear; (c) funcéo sigmoidal e (d) funcéo tangente hiperbdlica.
Fonte: Adaptado de FIORIN et al. (2011).
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2.4.2 Paradigmas de Aprendizagem

O processo de aprendizagem de uma rede neural consiste na etapa em
gue os parametros livres sdo adaptados por meio de um processo de
estimulacéo fornecido pelo ambiente em que a rede esté inserida, se tornando
capaz de gerar uma solucdo generalizada para um determinado problema
(HAYKIN, 2001).

O aprendizado é realizado por intermédio de processos iterativos de
ajustes aplicados aos pesos sinapticos, o qual é denominado de treinamento
(MIRANDA; FREITAS; FAGGION, 2009). Portanto, um treinamento adequado é
a etapa mais importante do processamento dos dados, uma vez que 0S pesos
atribuidos as conexfes entre os neurdnios detém a aprendizagem e a

capacidade de melhorar o desempenho (HAYKIN, 2001).

Segundo Bishop (1995), as RNA podem ser classificadas quanto a forma

de aprendizagem, usando os seguintes paradigmas:
a. Aprendizado Supervisionado

A aprendizagem supervisionada (aprendizagem com professor), método
mais comum para treinamento das RNA, é definida pelo emprego de um agente
externo que informa a rede a resposta desejada para o padréo de entrada, como
ilustrado na Figura 6. Assim, para cada entrada a rede gera uma resposta na
saida, a qual € comparada com a resposta desejada, obtendo-se um erro
referente a resposta atual. A partir disso, 0s pesos sinapticos sao ajustados de
forma a minimizar o erro, isto é, a cada resposta gerada pela rede, pequenos
reparos sao realizados nos pesos das conexdes. O aprendizado supervisionado
se aplica as classes de problemas em gue se deseja mapear padrées de entrada
e saida, como no caso de problemas de classificacdo e regresséao (SILVA et al.,
2017).
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Entrada
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RNA Real »> 5

Erro

Figura 6. Mecanismo de aprendizado supervisionado.
Fonte: HAYKIN (2001).

b. Aprendizado N&o Supervisionado

No processo de aprendizado nado supervisionado, ndo existe um agente
externo (professor/supervisor) para auxiliar no sistema de aprendizagem. Diante
disso, o aprendizado ndo supervisionado ndo apresenta uma saida alvo, a
propria rede devera ser capaz de extrair as caracteristicas relevantes dos
impulsos, classificando-0s em grupos pré-existentes. Assim, uma resposta é
fornecida para cada entrada aplicada a rede, a fim de indicar a classe a qual
pertence (Figura 7). Caso o padrdo da entrada ndo corresponda as classes
existentes, uma nova classe € originada. Dessa forma, o aprendizado nao
supervisionado se aplica as classes de problemas em que se deseja formar
grupos de populacbes semelhantes, como no caso de problemas de
clusterizacéo (ou agrupamento) (SERRA; TAGLIAFERRI, 2019).

Vetor de
Entrada Resposta

RNA >

Ambiente

Figura 7. Mecanismo de aprendizado nédo supervisionado.
Fonte: HAYKIN (2001).



29

Um exemplo de rede neural ndo supervisionada é o Mapa Auto-
Organizével de Kohonen (Figura 8), o qual é constituido por duas camadas que
pode organizar os dados de entrada em um mapa topoldgico a partir de um inicio
aleatério, realizando uma combinac¢éo da camada de entrada com uma camada
competitiva de unidades processadoras. Assim, 0os padrdes séo classificados
pelas unidades que ativam na camada de saida, mapeando as similaridades
entre os padrdes. Apos o treinamento, a relagcao de similaridade entre os padrdes

€ observada na camada competitiva (HAYKIN, 2009).

Figura 8. Representagdo de um Mapa Auto-Organizavel de Kohonen.
Fonte: ICMC (2009).

De acordo com Haykin (2009), a formacéao do Mapa Auto-Organizavel de

Kohonen pode ser compreendida em trés processos:

I. Competicdo: Para cada padrao de entrada, os neurénios da rede calculam
seus respectivos valores mediante a fungéo discriminante, a qual fornece
a base para a competicdo entre os neurdnios. O neurénio com o0 maior

valor de funcéo discriminante é o vencedor da competigao.

II.  Cooperacdo: O neurbnio vencedor determina a localizagdo espacial de
uma vizinhanga topoldgica de neurdnios excitados, fornecendo, desta

forma, as bases para a cooperacao entre os neurdnios vizinhos.
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lll.  Adaptacdo Sinaptica: Os neurdnios excitados aumentam seus valores
individuais da funcdo discriminante em relacdo ao padrdo de entrada
mediante o0s ajustes adequados aplicados a seus pesos sindpticos.

Consequentemente, a grade vai se tornando auto-organizavel.

2.4.3 Vantagens e Dificuldades da implementacédo das Redes Neurais
Artificiais

Para que uma RNA consiga obter um bom desempenho é necessario que

faca uma escolha adequada dos seus atributos de acordo com o problema a ser

solucionado (MARTINS et al., 2016). De acordo com Basheer e Hajmeer (2000),

alguns parametros sao determinados por tentativa e erro, isto €, sao atribuidos

varios valores distintos aos parametros e os resultados obtidos sdo analisados,

a melhor configuracao € escolhida.

Dentre as dificuldades encontradas no treinamento (ou aprendizagem) de
uma RNA estdo: numero de camadas da rede treinada, a quantidade de
neurdnios presentes nas camadas ocultas, e as func¢des de ativacdo que estarao
presentes tanto nas camadas ocultas quanto nas camadas de saida (MARTINS
et al., 2016). Além da determinacdo do numero ideal de ciclos (ou épocas) de
treinamento da rede (BASHEER; HAJMEER, 2000). Uma vez que se um numero
muito grande de ciclos de treinamento for aplicado, a rede entra em um processo
de memorizacdo dos padrbes a ela apresentados, denominado de overfitting,
perdendo assim a capacidade de generalizacdo e extrapolando suas conclusdes
para os dados nao treinados. Assim, o supertreinamento é identificado quando
o erro, obtido pela validacédo, comeca a aumentar depois de ter diminuido. Para
evitar o overfitting, a aprendizagem deve ser interrompida quando os erros néo
variam mais, indicando que a rede esta treinada (JABBAR; KHAN, 2015). Esse

fendbmeno pode ser observado na Figura 9.
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Validacao
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Treinamento

Ndmero de ciclos

Figura 9. Representacao grafica do nimero de ciclos para o treinamento da rede.
Fonte: Adaptado de BASHEER; HAJMEER (2000).

Rede 6tima

Enquanto que se um numero muito pequeno for aplicado, a rede torna-se
incapaz de representar os dados, visto que a rede pode ndo encontrar a solucao
mais adequada para o problema em questdo (underfitting) (JABBAR; KHAN,
2015).

Dentre as vantagens da utilizacdo das RNA, ressaltam-se os seguintes
fundamentos: a sua estrutura n&o linear, visto que as redes neurais artificiais sdo
amplamente aplicadas em estudos em que as relacdes entre as variaveis sao
desconhecidas ou muito complexas (GAGO et al., 2010), apresentando assim a
capacidade de ndo requerer informacéo detalhada sobre os processos fisicos do
sistema a ser modelado (SUDHEER; GOSAIN; RAMASASTRI, 2003). Além
disso, as RNA possibilitam a modelagem com variaveis qualitativas (ou
categoricas) de forma eficiente (MARTINS et al., 2016). Devido a esses atributos,
0 emprego das redes neurais tem se destacado promissoramente em virtude da
possibilidade de um desempenho superior aos modelos convencionais utilizados
na solucao de problemas (BRAGA; CARVALHO; LUDERMIR, 2007).

2.4.4 Aplicacado das Redes Neurais Artificiais no melhoramento

Sousa et al. (2020) compararam os modelos de Regresséo Linear Mdltipla

(MLR) e Rede Neural Artificial (RNA) na predicao da produtividade de gréos de
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dez variedades tradicionais de feijdo-fava. Além disso, avaliaram a
adaptabilidade e a estabilidade mediante ao método de Lin e Binns para
identificacdo da variedade com melhor desempenho. Os parametros utilizados
para comparar os modelos foram: Correlacdo de Pearson e Spearman, Raiz
Quadrada do Erro Médio (RQEM), e Erro Absoluto Médio (EAM). Assim,
concluiram que a RNA se mostrou mais adequada para predicdo da

produtividade de graos.

Santos et al. (2017) testaram a aplicabilidade das Redes Neurais Artificias
na estimacao da altura em testes clonais e de progénies de eucalipto. Tanto para
a selecdo do teste clonal quanto de progénies, foram utilizadas duas sub-
amostras para a definicdo dos dados para o treinamento das redes, sendo que
a sub-amostra 1 constituia de dados da primeira arvore de cada bloco enquanto
gue a sub-amostra 2 constituia de dados de uma arvore selecionada
aleatoriamente dentro de cada bloco. Assim, os resultados demostraram que as
RNA sao eficientes na estimativa da altura das arvores dos diferentes genaotipos
dos testes clonais e de progénies, permitindo uma reducao do tempo de trabalho
na medicdo de parcelas experimentais e, consequentemente, uma reducéo nos

custos da pesquisa, sem perder a precisao da medicao.

Peixoto, Bhering e Cruz (2015) avaliaram a eficiéncia de RNA na predicao
do valor genético em experimentos com estrutura de blocos ao acaso. Para
analisar a precisdo das RNA, houve uma avaliacdo comparando a correlacéo do
valor da rede com o valor genético bem como do valor fenotipico com o valor
genético. Assim, o0s resultados demonstraram que as redes neurais foram
eficientes em predizer o valor genético com um ganho de 0,64 a 10,03% em
relacdo ao valor fenotipico, independentemente do tamanho da populacdo
simulada, herdabilidade ou coeficiente de variacdo. Portanto, concluiram que a
rede neural artificial € uma técnica promissora para prever o valor genético em
experimentos balanceados em blocos aleatérios para caracteristicas

guantitativas (fortemente influenciadas pelo ambiente).

Barbosa et al. (2011) analisaram 37 acessos de maméao (Carica papaya
L.) e oito caracteristicas quantitativas com o objetivo de avaliar a viabilidade da

RNA, modelo baseado em Kohonen (1982), como técnica alternativa para
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analises da diversidade genética. ApGs a obtencdo dos resultados, houve uma
comparacdo entre as Redes Neurais Artificiais de Kohonen e a Andlise
Discriminante de Anderson, onde pbde-se observar que, de acordo com a
andlise discriminante de Anderson, 91,90% dos acessos foram classificados
corretamente nos grupos previamente definidos pela RNA. Entdo, concluiram
que a técnica da RNA de Kohonen se demonstrou viavel na classificagdo dos
acessos, Visto que se constatou a presenca significativa de diversidade genética

entre 0s acessos avaliados.
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Autor: Ingrid Giovanna Vieira Santos
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RESUMO: O objetivo deste estudo foi avaliar a predicdo do peso do tubérculo
de inhame (Dioscorea rotundata) mediante a andlise de Redes Neurais
Artificiais. Para isso, foram utilizados os dados da caracterizacado agronémica de
120 genotipos, os quais foram divididos aleatoriamente em duas partes, sendo
75% para o treinamento e 25% para a validacdo da RNA. Apos a separacao dos
dados, foram calculadas as estatisticas descritivas das variaveis quantitativas:
valores minimo e maximo, média, mediana, desvio padrdo e coeficiente de
variacdo. E, para obter as RNA do tipo Multilayer Perceptron (MLP), utilizou-se
o pacote h2o do software RStudio versédo 1.4.1103. Foram treinadas um total de
1000 RNA, e destas, foram selecionadas as 5 melhores para serem
apresentadas. Desse modo, avaliou-se a qualidade das RNA nas etapas de
treino e validacdo mediante as seguintes estatisticas: Raiz do Erro Quadrético
Médio (REQM), Erro Absoluto Médio (EAM) e andlise grafica de residuos. Assim,
os resultados do estudo evidenciaram a RNA como uma ferramenta satisfatoria

na predicdo do peso do tubérculo do inhame.

PALAVRAS-CHAVE: Inteligéncia artificial; Modelagem; Multilayer Perceptron;

Agricultura; Programas de melhoramento.
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ARTIFICIAL NEURAL NETWORKS FOR THE PREDICTION OF YAM TUBER
WEIGHT (Dioscorea rotundata)
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Co-Advisor: Prof. Dr. Liniker Fernandes da Silva

ABSTRACT: The aim of this study was to evaluate the prediction of tuber weight
of yam (Dioscorea rotundata) through the analysis of Artificial Neural Networks.
For this, data from the agronomic characterization of 120 genotypes were used,
which were randomly divided into two parts, 75% for training and 25% for ANN
validation. After data separation, descriptive statistics of quantitative variables
were calculated: minimum and maximum values, mean, median, standard
deviation and coefficient of variation. And, to obtain the ANN of the Multilayer
Perceptron (MLP) type, the h2o package of the RStudio software version
1.4.1103 was used. A total of 1000 ANN were trained, and from these, the 5 best
were selected to be presented. Thus, the quality of the ANNSs in the training and
validation stages was evaluated using the following statistics: Root Mean
Squared Error (RMSE), Mean Absolute Error (MAE) and graphic analysis of
residues. Thus, the results of the study showed ANN as a satisfactory tool in

predicting yam tuber weight.

KEYWORDS: Artificial intelligence; Modeling; Multilayer Perceptron; Agriculture;

Improvement programs.
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1. INTRODUCAO

O inhame é uma planta pertencente a familia Dioscoreaceae e o0 género
Dioscorea, o qual esta distribuido nas regides tropicais, subtropicais e
temperadas de todo mundo, e constitui uma excelente fonte nutricional (EPPING,;
LAIBACH, 2020). Além do valor alimentar, o inhame tem se destacado como
insumo na fabricacdo de cosméticos e nas industrias farmacéuticas, sendo
utilizado na medicina tradicional e contemporanea, apresentando relevancia
social, cultural e econdmica nos paises em que é amplamente cultivado, visto
gue muitas pessoas dependem para alimentacdo e subsisténcia (ASIEDU;
SARTIE, 2010).

O desenvolvimento e a utilizacdo de modelagem nas atividades agricolas
tornaram-se uma ferramenta fundamental para auxiliar a gestao tecnologica e a
tomada de decisdo, bem como a previséo e/ou exploracao do potencial produtivo
da cultura (SOUSA et al.,, 2020). Dentro desse contexto, como opc¢ado de
modelagem e estimativa de variaveis de interesse, as Redes Neurais Atrtificiais
(RNA) tém sido utilizadas com sucesso ao longo dos anos em culturas com alto
potencial econémico, como tomate (MOVAGHARNEJAD; NIKZAD, 2007), batata
(FORTIN et al., 2010), milho (FARJAM et al., 2014), soja (ALVES et al., 2018) e
banana (GUIMARAES et al., 2021).

As RNA sdo métodos heuristicos inspirados na arquitetura neural do
cérebro humano, apresentando capacidade de aprendizagem mediante a
experiéncia, ou seja, € capaz de reconhecer padrdes, e de generalizar a
informacéo aprendida, gerando um modelo néo linear (SOUSA et al., 2020). Uma
RNA consiste em multiplas unidades de processamento simples, denominados
neurdnios artificiais, que estdo conectados entre si e organizados em camadas
de entrada, intermediaria ou oculta e de saida, constituindo um sistema
computacional paralelo para executar uma determinada tarefa (PFEIFER;
DAMIAN; FUCHSLIN, 2010).

As RNA caracterizam-se pela sua arquitetura e pelo ajustamento de seus
pesos as conexdes no decorrer do processo de aprendizado. A arquitetura de

uma rede neural é constituida pelo nimero de camadas (camada Unica ou
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multiplas camadas), pelas conexdes entre camadas, pelo nimero de neurbnios
em cada camada, pelo tipo de conexao entre eles (feedforward ou feedback) e

pelo algoritmo de aprendizado (IBM, 2020).

No decorrer do processo de treinamento das RNA, 0s pesos entre as
conexdes dos neurbnios artificiais sdo parametros ajustaveis que variam a
medida que o conjunto de treino é apresentado a rede. Ou seja, 0 processo de
aprendizado em uma RNA resulta em sucessivos ajustes dos pesos sinapticos
para que a saida da rede seja a mais proxima possivel da resposta desejada.
Logo, pode-se afirmar que € nos pesos sinapticos que se encontra todo o
conhecimento adquirido pela rede (HAYKIN, 2001).

Segundo Murase (2000), o emprego desse método de inteligéncia
computacional tem promovido respostas significativas nos sistemas de producéo
agricola. O éxito da aplicacdo das RNA esta diretamente relacionado com a sua
alta versatilidade, uma vez que € utilizada em diversas areas da ciéncia, e iSso

faz delas uma tecnologia promissora para o desenvolvimento da agricultura.

Porém, ha uma escassez de trabalhos com a aplicabilidade da RNA como
ferramenta preditiva de expressao fenotipica de caracteristicas agronémicas em
inhame. Portanto, o presente trabalho teve como objetivo avaliar a predicdo do
peso do tubérculo do inhame (Dioscorea rotundata) mediante a analise de Redes

Neurais Artificiais.

2. MATERIAL E METODOS
2.1 Area de Estudo

Um total de 120 gendtipos foram coletados em 18 propriedades rurais de
povoados pertencentes aos municipios de Cruz das Almas (39° 06’ 07” W, 12°
40’ 12” S), Séo Félix (38° 58’ 20” W, 12° 36’ 17" S), Sao Felipe (39° 05’ 22" W,
12° 50’ 50” S) e Maragogipe (38° 55’ 10” W, 12° 46’ 40” S), localizados na regido
do Recbéncavo Baiano. O solo predominante dessas localidades € o latossolo, o
clima é imido e subumido, com temperatura anual de 23,4°C, exceto Sao Felipe,
gue apresenta 24,4°C, e a precipitacdo média anual varia de 1087,7 a 1173,9
mm (SEI, 2013).
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A identificacdo dos gendtipos foi formulada por cédigos com trés letras,
sendo que a primeira representa a cultura (I — inhame) e as subsequentes, 0
municipio no qual o genotipo foi coletado (CA - Cruz das Almas; FL — S&o Felipe;
FX — Séo Félix e MA — Maragogipe, seguido pelo numero do gendtipo (Tabela
1).

Tabela 1 - Relagdo dos genétipos de inhame (Dioscorea rotundata) coletados na Regido do
Recbncavo Baiano com seus respectivos codigos, série, procedéncia (povoado e
municipio) e nimero. Cruz das Almas, BA. 2021.

Cédigos dos Série dos Procedéncia N° de
Genétipos Genétipos Povoado Municipio Gendtipos
ICA lal2 Tua Cruz das Almas 12
ICA 13a18 Cadete Cruz das Almas 6
ICA 19a24 Combé Cruz das Almas 6
ICA 25a30 Trés Boca Cruz das Almas 6
IFL lab Camargo S3do Felipe 6
IFL 7a12 Jaracanda S3do Felipe 6
IFL 13218 Bom Gosto Sao Felipe 6
IFL 19a24 Boa Esperanca Sao Felipe 6
IFL 25a30 Campo das Flores Sao Felipe 6
IFX laé6 S3o Bento S3do Félix 6
IFX 7a12 Engenho de S3o Jodo Sao Félix 6
IFX 13a18 Monte Alegre Sao Félix 6
IFX 19a24 Boa Vista S3o Félix 6
IFX 25a30 Matatauba S3o Félix 6
IMA 1a6 Serraria Maragogipe 6
IMA 7al12 Campinas Maragogipe 6
IMA 13a18 Encruzilhada Maragogipe 6
IMA 19A30 Batatans Maragogipe 12
Total - - - 120

I- Inhame; CA - Cruz das Almas; FL — S&o Felipe; FX — S&o Félix e MA — Maragogipe.

Realizou-se a caracterizacdo dos genoétipos em duas etapas. A primeira
etapa ocorreu entre os meses de maio e junho de 2015, em que foram realizadas
guatro visitas nos povoados dos municipios citados na Tabela 1. Em cada
propriedade rural, foram selecionados aleatoriamente seis genétipos, 0s quais
foram marcados com uma fita com a respectiva identificacdo de 1 a 6, sendo
caracterizada a parte aérea (folhas e caules), com o auxilio de régua e

paguimetro.



46

A segunda etapa ocorreu no més de dezembro de 2015, em que foram
realizadas duas visitas nas quais foram coletados tubérculos dos genaétipos
previamente marcados, ensacados e transportados para o Laboratério de
Tecnologia de Alimentos da Universidade Federal do Recbncavo da Bahia

(UFRB), onde foram avaliados com auxilio de fita métrica e balanca.

2.2 Redes Neurais Artificiais

Para o treinamento das redes, as variaveis de entrada (ou independentes)
foram o didmetro do caule (DC), comprimento do peciolo (CP), distancia entre a
insercdo do peciolo na folha a extremidade superior da folha (P3), distancia entre
a insercao do peciolo na folha a extremidade inferior da folha (P2) e a largura da
folha (F1), e a variavel de saida (ou dependente) foi o peso do tubérculo.

Segundo Haykin (2001), a camada de entrada € responsavel por receber
os valores (quantitativos ou qualitativos) das variaveis apresentadas e transmitir
para a camada intermediaria ou oculta, enquanto que as camadas intermediaria
e de saida mapeiam o conhecimento e processam as informagcdes com 0s seus
neurdnios, os quais também sdo chamados de nos. Dessa forma, 0os neurdnios
recebem os sinais de entrada multiplica com seus respectivos pesos e adiciona
um sinal preconizado (bias). A resposta atua mediante a uma funcéo de ativacéo

e, assim, é fornecida a saida de neurénio (Figura 1).
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Figura 1 - Representacdo do neurdnio artificial dentro de uma rede do tipo Perceptron de Multiplas Camadas
ou Multilayer Perceptron (MLP). DC: didmetro do caule; CP: comprimento do peciolo; P3: distancia entre a
insercdo do peciolo na folha a extremidade superior da folha; P2: distncia entre a inser¢cdo do peciolo na
folha a extremidade inferior da folha; F1: largura da folha.

Fonte: Arquivo Pessoal (2021).

O treinamento de uma RNA comeca quando ocorre a apresentacdo dos
dados (variaveis de entrada e saida) a uma arquitetura pré-estabelecida. Esse
processo inicia com valores aleatérios dos pesos sinapticos, e a partir disso, 0s
valores estimados da primeira saida € comparada com os valores observados
da variavel resposta. A diferenca entre o valor estimado pela rede e o valor
observado gera um sinal de erro que calibra o ajuste de pesos, e assim, inicia
um novo ciclo, a fim de aproximar o valor estimado da variavel resposta do

resultado desejado, com intuito de minimizar o erro (HAYKIN, 2001).

Neste estudo, utilizou-se a arquitetura do tipo Perceptron de Madltiplas
Camadas ou Multilayer Perceptron (MLP) nas redes treinadas, amplamente
usada para desenvolver o modelo de predigao, a qual consiste em uma camada
de entrada com neurbnios representando variaveis independentes, uma camada

de saida com neurdnio representando a variavel dependente e uma ou mais
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camadas ocultas contendo neurdnio para ajudar a capturar a nao linearidade do

sistema.

Para garantir uma modelagem MLP com éxito, dois principios importantes
devem ser considerados, sdo eles: o numero de camadas ocultas e o nimero de
neurdnios em cada camada oculta. Como a maioria dos problemas na
modelagem de redes neurais artificiais podem ser resolvidos com uma camada
oculta, utilizou-se, nesta pesquisa, uma camada oculta com neurénios variando
de 1 a5, adotando-se o niumero de épocas (ou ciclos) de 100 a 1000. Além disso,
testou-se as funcdes de ativacao linear, sigmoidal, RelLu, identidade e tangente

hiperbdlica.

Os dados foram divididos aleatoriamente em duas partes, sabendo do
papel importante da divisdo das amostras para avaliacdo do desempenho de
uma RNA, dividiu-se 75% para o treinamento e 25% para a validacdo. Apos a
separacao dos dados, foram calculadas as estatisticas descritivas das variaveis
guantitativas: valores minimo e maximo, meédia, mediana, desvio padrdo e
coeficiente de variacdo. E, para obter as RNA, utilizou-se o pacote h2o (LEDELL
et al., 2020) do software RStudio versao 1.4.1103 (RSTUDIO TEAM, 2020).

Sendo assim, treinou-se um total de 1000 RNA, e destas, selecionou-se
as cinco melhores para serem apresentadas. Desse modo, avaliou-se a
gualidade das RNA nas etapas de treino e validacdo mediante as seguintes

estatisticas:

o Raiz do Erro Quadratico Médio (REQM) da variavel estimada: Avalia a
diferenca quadratica média entre os valores observados e os valores estimados.

Quanto menor o REQM, melhor sera a precisdo da estimativa.

koM — J -9

n

Sendo:
v;. Valor observado da i-ésima variavel
¥;: Valor estimado da i-ésima variavel

n: Tamanho da amostra
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o Erro Absoluto Médio (EAM) da variavel estimada: Permite medir a
magnitude média do erro entre os valores observados e os valores estimados. A
predicdo adequada e eficaz da variavel estimada é definida pelo menor valor do
EAM, ou seja, esse parametro de avaliacdo se aproxima do zero a medida que
as discrepancias entre a previsdo e a observacdo diminuem, e é calculada da
seguinte forma:
i=j lvi = ¥l
n

EAM =

Sendo:
y;: Valor observado da i-ésima variavel
¥;: Valor estimado da i-ésima variavel

n: Tamanho da amostra

Além disso, fez-se graficos de distribuicdo de residuos, que consiste na
verificacao estatistica da dispersédo dos erros percentuais em relacédo aos valores
observados e estimados, uma vez que mesmo que as estatisticas de qualidade
de ajuste apresentadas sejam boas indicadoras para a selecdo dos modelos, a
analise grafica de residuo é quesito fundamental na escolha de um modelo,
considerando-se que erros de tendéncia podem ocorrer em determinada
amplitude de classe da variavel resposta e ndo serem detectados pelas demais

estatisticas.

3. RESULTADOS

Os valores minimos, médios, maximos e medianos das variaveis de
entrada (ou independentes) e o de saida (dependente), assim como o desvio
padrao e o coeficiente de variacdo (CV), podem ser observados na tabela 2. De
acordo com Gomes (2000), a variabilidade de qualquer atributo pode ser

classificada segundo a magnitude do seu coeficiente de variagdo. Se o CV for
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inferior a 10%, considera-se de baixa variabilidade, de 10% a 20%, média, de
20% a 30%, alta e maior que 30%, muito alta. Portanto, as variaveis com maiores
coeficientes de variacdo foram o peso do tubérculo e a distancia entre a inser¢ao
do peciolo na folha a extremidade superior da folha (P3) com 43,27% e 29,84%,
nos dados de treinamento, e, 38,40% e 36,48%, nos dados de validacao,
respectivamente. Assim, foi possivel observar que a variavel de producéo (o
peso do tubérculo) apresentou uma variabilidade muito alta, expressa pelo seu
coeficiente de variacdo. Esta variabilidade é fundamental para subsidiar os
programas de melhoramento, uma vez que esta caracteristica tem influéncia

direta no valor comercial do inhame (AFONSO et al., 2014).

Tabela 2. Estatistica das variaveis mensuradas nos genotipos de inhame (Dioscorea rotundata) caracterizados na Regido do
Recbncavo Baiano. Cruz das Almas, BA. 2021.

CONJUNTO DE DADOS DE TREINAMENTO CONJUNTO DE DADOS DE VALIDACAO
Variavel . .
.. L . L . Desvio CV .. - . L. Desvio CV
Minimo Meédia Mediana Maximo Padrio (%) Minimo Média Mediana Maximo Padrio (%)
DC (cm) 0,2 0,426 0,4 0,6 0,099 23,25 0,3 0,427 0,4 0,6 0,087 20,35
CP (cm) 3 4,856 5 7,2 0,940 19,35 3 4,760 4,65 7,6 1,062 22,31
P3 (cm) 2,1 3,916 4 8 1,168 29,84 1,1 3,363 3,2 7,7 1,227 36,48

P2 (cm) 9,3 14,354 14,25 19,8 2,137 14,89 8,5 13,757 13,85 17,5 2,059 14,97

F1 (cm) 4 6,570 6,2 11,3 1,618 24,63 4 6,347 6,2 9,9 1,721 27,12

Peso

(kg) 0,318 0,800 0,721 2,005 0,346 43,27 0,37 0,804 0,725 1,599 0,309 38,40

CV — Coeficiente de Variagdo; DC — Diametro do caule; CP — Comprimento do peciolo; P3 — Distancia entre a insercéo do
peciolo na folha a extremidade superior da folha; P2 — Distancia entre a insercdo do peciolo na folha a extremidade inferior
da folha e F1 — Largura da folha.

As redes selecionadas exibem a seguinte estrutura: cinco neurénios na
camada de entrada, um neurdnio na camada oculta e um neurdnio na camada
de saida que representa o peso do tubérculo (Tabela 3). O numero de neurdnios
na camada oculta esta diretamente relacionado com a capacidade da RNA
detectar relacbes néo lineares entre as informacdes apresentadas em cada
camada de entrada e saida e, assim, obter estatisticas satisfatorias. Logo, o
namero excessivo de neurbnios nesta camada pode ocasionar a memorizacao
dos dados pela rede durante o processo de treinamento, resultando na perda de
sua capacidade de generalizacdo. Por outro lado, um pequeno numero de

neurbnios na camada oculta pode ndo ser suficiente para a realizacao da tarefa
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desejada. Dessa forma, o mais indicado é escolher configuracdes mais simples
com intuito de obter resultados adequados (LEAL; MIGUEL; MATRICARDI,
2020).

Tabela 3. Redes Neurais Artificiais treinadas para estimativa do peso do tubérculo do inhame
(Dioscorea rotundata) em funcéo de caracteres agrondmicos na Regido do Recdncavo Baiano.
Cruz das Almas, BA. 2021.

Rede Neural . REQM EAM
epe s Arquitetura - -
Artificial TREINAMENTO VALIDAGAO [ TREINAMENTO VALIDACAO
RNA 1 5-1-1 0,265 0,248 0,220 0,218
RNA 2 5-1-1 0,231 0,299 0,178 0,232
RNA 3 5-1-1 0,217 0,270 0,158 0,220
RNA 4 5-1-1 0,263 0,316 0,214 0,259
RNA5 5-1-1 0,269 0,307 0,219 0,250

RQEM - Raiz do Erro Quadratico Médio; EAM — Erro Absoluto Médio.

Para avaliar o desempenho das RNA, os parametros de avaliagédo (Raiz
do Erro Quadratico Médio (REQM) e Erro Absoluto Médio (EAM)) foram
utilizados para expressar a precisdao do modelo juntamente com a analise
residual. Uma vez que se faz necessario a combinacéo desses indicadores para
determinar e/ou comparar a eficiéncia geral dos modelos. Dentre as RNA
selecionadas (Tabela 3), a que apresentou os menores valores de REQM e EAM
na validacéo foi a RNA 1 (REQM = 0,248; EAM = 0,218), enquanto 0s maiores
se apresentaram na RNA 4 (REQM = 0,316; EAM = 0,259). As diferencas entre
a REQM e o EAM nas etapas de treinamento e de validacdo foram baixas,
indicando que os processos de calibracdo e generalizacdo forneceram uma
resposta satisfatéria da rede. Portanto, para RNA, a validacdo € um
procedimento fundamental, pois, de acordo com os resultados obtidos, nem
sempre a melhor RNA do treinamento € a mais precisa e eficaz
(VENDRUSCOLO et al., 2015). Por isso, o procedimento de validacao deve ser
aplicado para verificar a capacidade de uma rede neural produzir saidas
adequadas para os valores de entradas que ndo estavam presentes durante a
etapa de treinamento (BINOTI et al., 2015). Assim, essas duas capacidades de
processamento de informacdo tornam possivel a resolucdo de problemas
complexos (ALMEIDA, 2002).

Embora, a REQM e o EAM sejam critérios estatisticos de bons indicadores

para a selecdo de uma rede, visto que permitem medir o desempenho global do
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ajuste, e quanto menores as estimativas, mais confiavel € o modelo ajustado, os
mesmos devem ser associados com outros indices para uma melhor avaliacéo.

Por isso, foi utilizado a analise gréfica residual para a confirmacéo desses dados.

A andlise grafica de residuos em fun¢éo do peso estimado do tubérculo
do inhame das redes que melhor se ajustaram a predicdo esta presente na
Figura 2. Mediante a esta analise, foi possivel observar que as melhores redes
possuiram uma leve tendenciosidade, exceto a RNA1, a qual apresentou seus

residuos distribuidos de forma homogénea.

A RNAL1 se destacou de maneira satisfatéria apresentando um bom ajuste
e auséncia de outliers, isto é, pontos distantes da reta guia em que 0 ajuste n&o
se deu de maneira eficiente. Assim, ao comparar a analise gréafica residual de
todas as cinco RNA, nota-se que a predi¢ao do peso do tubérculo do inhame foi
mais eficiente na RNA 1, corroborando com os resultados dos parametros de
avaliacdo de desempenho das RNA (REQM e EAM).

RNA 1 RNA 2
** .
< 0.5-
1 L ]
0.25- ¢ ® ‘ °
Wi .: :
! .
[ J
[ ]
L]
9 . ' o 00-18 -
S 3 ]
‘@ 000= = >
o . | [
. o '
L]
[ ]
[ ]
. ~05- [}
-0.25= o
[ ®

5 - 1 ' ' '
0.5 06 07 08 08 09 10 11

Peso estimado do tubérculo (kg) Peso estimado do tubérculo (kg)



53

RNA 3 RNA 4
. [ ]
M [ ]
3 ° L]
4 .
[ ] [ 2 [ ]
. |
. ° 0 ]
[ . L] °
0.0- . 0.0- .
[ ]
] 5 o q
=] . =]
3 LI N '
wn 7]
I [ ] . e @
o g [
]
[ ]
[ ] [ ]
-05- o . -05= ®
[ ]
[ ] [ ]
[ ] [ ]
05 06 07 08 04 05 06 07 08
Peso estimado do tubérculo (kg) Peso estimado do tubérculo (kg)
RNA 5
0.5=
.
H
o. .
[ ] L ]
[ ] . L
00~ L
[ ]
o
: .
N~} .
g H
[
[ ]
)
[ ]
-0.5=
[ ]
[ )
068 072 0.76 0.80

Peso estimado do tubérculo (kg)

Figura 2. Gréfico de residuos em funcao do peso estimado do tubérculo do inhame das
cinco melhores redes neurais artificiais treinadas na etapa de validagéo.
Fonte: Arquivo Pessoal (2021).
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4. DISCUSSAO
4.1 IMPORTANCIA DA VIABILIZACAO DA CULTURA DE INHAME NA
BUSCA DA PRODUTIVIDADE

O sucesso das safras de inhame estd diretamente relacionado ao
planejamento do processo produtivo da cultura, a qualidade dos tubérculos e
insumos, aos tratos culturais, as questbes climaticas, aos precos de
comercializacdo e aos custos de producdo, para uma correta tomada de
decisdes (TOLOI et al., 2021). Desta forma, o setor agricola busca atingir uma
estimativa da producédo antes do periodo da colheita, visto que podera utilizar a
previsdo da safra para analisar as eventuais necessidades de transporte e
armazenamento do produto, como também o0s possiveis lucros na sua
comercializacdo (KHAIRUNNIZA-BEJO; MUSTAFFHA; ISMAIL, 2014). Com
isso, 0 planejamento das atividades agricolas visa minimizar perdas relativas ao
padrdao comercial dos tubérculos, as quais estdo associadas a qualidade
mercadologica (exigéncia do mercado por um determinado padréo), decorrentes
a distarbios fisiologicos, ao metabolismo fisiologico pos-colheita (perdas de peso
e brotacdes), e a danos mecanicos e aos ocasionados por pragas e doencas
(KIAYA, 2014; OSUNDE, 2008).

Os estabelecimentos comerciais valorizam a aparéncia dos produtos,
visando os compativeis aos atributos de padrdo de qualidade. Ou seja, o0s
rizomas considerados pequenos, com defeitos e que ndo foram devidamente
higienizados (eliminacdo das raizes e da terra aderida a sua superficie)
apresentam baixo valor comercial ou ndo tém comercializagcdo em determinados
mercados (GARRIDO et al., 2017). Enfim, os melhores precos séo obtidos dos
tubérculos com mais de 100g, limpos e sem deformidades (CEASAMINAS,
2021).

O inhame desidrata facilmente, o que ocasiona significativa perda no
guantitativo do produto a ser comercializado. Logo, o planejamento, a cura e as
condicbes adequadas de armazenamento e transporte sdo procedimentos
indispensaveis para a minimizagédo da perda de peso e para o desenvolvimento
do padrdo de qualidade dos tubérculos do inhame (KIAYA, 2014).
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De acordo com Amusa et al. (2003), o armazenamento em condi¢des de
altas temperaturas e pouca ventilacdo predispde a maior perda de peso.
Maalekuu, Saajah e Addae (2014) investigaram as melhores condi¢bes de
armazenamento que prolongam e mantém as qualidades comestiveis e
comercializaveis, e a vida util de alguns cultivares de inhame branco (Dioscorea
rotundata). Os resultados mostraram que houve uma diferenga significativa entre
as cultivares Pona e Tela, onde ambas tiveram 21,12% e 25,95% de perda de
peso num periodo de 150 dias, respectivamente. Assim, a cultivar Tela € mais
propensa a perder peso. Entretanto, os métodos de armazenamento (celeiro
tradicional, estrutura de armazenamento aberto e armazenamento de pilha no
ch&o) ndo apresentaram efeito significativo na reducdo da perda de peso, pois
apresentaram desempenho estatisticamente igual para minimizar a perda de

peso entre os tubérculos armazenados.

A perda de peso é uma das manifestacdes mais graves de degradacéo
do tubérculo do inhame, que pode ser devido a rea¢des deletérias (MAALEKUU;
SAAJAH; ADDAE, 2014). Dentre os diversos aspectos relacionados a perda de
peso dos tubérculos, uma das causas é o déficit de pressdo de vapor, que é
diferenca entre a pressao de vapor do produto e a pressao de vapor do ar
circundante. Isto significa que quando a pressao de vapor d’agua no tubérculo é
maior que a do ambiente, ocorre a perda de agua para o meio (TAIZ; ZEIGER,
2004). Associado a essa circunstancia de fundamento fisiologico, existem ainda
0s danos mecanicos, a acao de patdégenos ou a combinacao desses, que podem
ocasionar as perdas de peso da matéria fresca durante a fase poés-colheita
(OSUNDE, 2008; FAO, 2021). Enfim, a magnitude da perda de agua é um
principio critico para a conservacéao dos tubérculos, podendo representar a maior
porcentagem da perda de sua matéria fresca, uma vez que a respiracdo
excessiva (em grande parte devido a oxidacdo do amido armazenado), outro
fator da perda de peso total, geralmente, proporciona apenas de 3 a 5% da perda
de peso (FAO, 2021).
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4.2 DESENVOLVIMENTO E UTILIZACAO DA MODELAGEM NA
AGRICULTURA

No cenario agricola atual, o desenvolvimento e a utilizacdo de modelagem
sao relevantes na previsao de safra e/ou exploracédo do potencial produtivo da
cultura, uma vez que, mediante as informagbes geradas por sistemas
inteligentes artificiais, o produtor podera monitorar sua producédo de forma mais
efetiva, obtendo um alto indice de desempenho de mercado e competitividade
(SOUSA et al., 2020). Assim, modelos de predicdo podem contribuir para a
andlise de dados e tomada de decisbes no manejo de uma cultura, permitindo
uma avaliagdo precoce da produtividade das culturas para melhorar o
planejamento e gestédo agricola, bem como a otimizac&o do tempo e a aplicacéo
adequada dos recursos (SOARES et al., 2015).

O desenvolvimento de modelos de predicdo baseados em caracteres
agrondémicos utilizando redes neurais artificiais (RNA) foi capaz de predizer a
resposta da producéo de frutos de 692 genotipos de pimenta (Capsicum annuum
L.) a partir da analise de oito caracteres da planta (GHOLIPOOR; NADALI, 2019).
Soares et al. (2013) estabeleceram uma metodologia baseada em estudos com
RNA que permitiu a predicdo do peso do cacho em bananeiras cv. Tropical, 0
qgual foi estimado com precisdo e eficiéncia. Rad et al. (2015) também
propuseram uma metodologia com aplicacdo de RNA para prever o peso do fruto
do meléo (Cucumis melo L.), além de identificar com eficacia e acuracia o melhor
preditor. Alves et al. (2018) demonstraram que é possivel estimar a produtividade
da soja (Glycine max (L.) Merrill) baseando-se nas principais caracteristicas
agrondémicas com diferentes habitos de crescimento e submetidas a diferentes

densidades de semeadura.

Deste modo, pesquisas fundamentadas em caracteres fenotipicos de
interesse em programas de melhoramento, que podem apresentar aumento de
produtividade na cultura, sdo consideradas relevantes para identificacdo e
selecdo de individuos superiores, visto que podem ser recomendados para
incorporacao nos sistemas de producgéo dos agricultores da regido (HESLOP-
HARRISON; SCHWARZACHER, 2007). Esses caracteres sao geralmente

guantitativos, permitindo visualizar de forma preliminar a adaptacéo e o potencial
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produtivo dos fendtipos, constituidos por baixa herdabilidade, desejaveis sob
ponto de vista econdmico e a expressao génica € influenciada pelas condi¢cbes
ambientais (ELAMEEN et al., 2011; LAURIE et al.,, 2013). Sendo assim, o
conhecimento dessas caracteristicas, a partir de modelos preditivos, pode
facilitar decisGes antecipadas por parte do agricultor e/ou melhorista, além de
possibilitar ao produtor fazer uma estimativa das projecoes para a safra e prever

aspectos de financiamento antes da colheita (SOARES et al., 2015).

Apesar da cultura do inhame apresentar uma importancia socioeconémica
significativa, poucos estudos voltados a aplicabilidade das RNA como
ferramentas preditivas foram realizados. Portanto, a falta de informacgao
associada com a intensa concorréncia pela obtencéo de recursos para pesquisa
justificam a utilizacado de modelagem para a predi¢cdo, uma vez que ha economia
de tempo, trabalho e quantidade de recursos necessarios para o planejamento
e tomada de decisbes de manejo no setor agricola, além de que a formulacéo
de um modelo convencional é dificil e limitado, devido a complexidade e a ndo
linearidade nos dados dos parametros relacionados a ela, requerendo
informacdes detalhadas sobre os processos fisicos do sistema a ser modelado
(SUDHEER; GOSAIN; RAMASASTRI, 2003).

Embora as RNA encontrem dificuldades no treinamento, como: definir a
melhor arquitetura (nUmero de camadas da rede treinada e a quantidade de
neurdnios presentes nas camadas ocultas), as funcdes de ativacdo que estao
presentes tanto nas camadas ocultas quanto nas camadas de saida (MARTINS
et al., 2016), e a determinac&o do numero ideal de ciclos de treinamento da rede
(BASHEER; HAJMEER, 2000), uma vez que pode propiciar a subestimacao
(underfitting) ou a superestimacdo (overfitting) dos dados (JABBAR; KHAN,
2015), o emprego das redes neurais tem se destacado promissoramente em
virtude da possibilidade de um desempenho superior aos modelos convencionais
utilizados na solucao de problemas (BRAGA; CARVALHO; LUDERMIR, 2007).
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4.3 APRIMORAMENTO DA MODELAGEM PARA PREDICAO NA
CULTURA DO INHAME

Apesar dos resultados promissores da utilizacdo do sistema de Redes
Neurais Artificiais para predi¢éo do peso do tubérculo do inhame, estudos futuros
podem ser conduzidos na perspectiva da aplicacdo de dados coletados em
outras &reas experimentais bem como na utilizacdo de diversas variaveis de
interesse nas lavouras, na otimizacao dos hiperparametros, por exemplo, a taxa
de aprendizado, o parametro de regularizacdo, numero de camadas e neurénios
em cada uma delas, a variacdo da quantidade de dados nos parametros de
entrada, as fungdes de ativagéo, dentre outros, uma vez que o desempenho e a
capacidade de aprendizado da técnica estao diretamente associados a escolha
adequada da arquitetura da rede. Quanto aos atributos do neurénio, como: pesos
e bias, € possivel averiguar, mediante a célculos, suas reais influéncias no
problema proposto variando seus valores e buscando a reducdo do erro

guadratico medio.

Por fim, destaca-se que a proposta do emprego da modelagem em
predicdo ndo € substituir a experimentacdo convencional, nem se deseja obter
uma unica e exclusiva resposta para questdes de natureza complexa e mutavel.
O que se pretende é tornar a atividade cientifica mais eficiente e,
consequentemente, alcancar os resultados desses trabalhos de modo menos
oneroso e dispendioso economicamente, além de menos laborioso, visto que
servem para a orientacdo de pesquisas, gestdo de tecnologia e tomada de

decisao.

5. CONCLUSAO

1) As Redes Neurais Artificiais (RNA) se apresentaram como uma
ferramenta satisfatéria na predicdo do peso do tubérculo do inhame,
demonstrando que podem fornecer praticidade e agilidade no
processamento de dados da cultura, sem que perca a confiabilidade nas

informacgdes apresentadas.
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2) A arquitetura MLP 5-1-1 foi a mais indicada para a estimativa do peso do
tubérculo do inhame na Regido do Recéncavo Baiano.

3) A validacgédo realizada confirmou a eficacia da RNA aplicada aos dados, o
gue tornou o método bastante eficiente na predicao do peso do tubérculo
do inhame, uma vez que foi verificado que nem sempre a melhor RNA
obtida no treino apresentara um bom desempenho quando aplicada em
outro conjunto de dados.
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REDES NEURAIS ARTIFICIAIS NA ANALISE DE DIVERGENCIA
GENETICA EM INHAME (Dioscorea rotundata)
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REDES NEURAIS ARTIFICIAIS NA ANALISE DE DIVERGENCIA
GENETICA EM INHAME (Dioscorea rotundata)

Autor: Ingrid Giovanna Vieira Santos
Orientador: Prof. Dr. Ricardo Franco Cunha Moreira

Coorientador: Prof. Dr. Liniker Fernandes da Silva

RESUMO: O objetivo deste estudo foi estimar e organizar a divergéncia genética
dos gendtipos de inhame (Dioscorea rotundata) mediante a analise dos Mapas
Auto-Organizaveis de Kohonen. Para isso, foram utilizados os dados da
caracterizacao agrondmica de 120 genatipos, os quais foram caraterizados com
base em seis descritores quantitativos estabelecidos pelo IPGRI/IITA (1997):
diametro do caule, em cm (DC), comprimento do peciolo, em cm (CP), distancia
entre a insercao do peciolo na folha a extremidade superior da folha, em cm (P3),
distancia entre a insercéo do peciolo na folha a extremidade inferior da folha, em
cm (P2), largura da folha, em cm (F1) e peso do tubérculo, em kg (PT). Para
reconhecer a organizacdo da dissimilaridade dos genoétipos de inhame, os
Mapas Auto-Organizaveis de Kohonen (SOM) foram utilizados. E, para realizar
a analise, utilizou-se o pacote Kohonen do software RStudio versao 1.4.1103.
Assim, os resultados do estudo indicaram que a aplicacéo da inteligéncia artificial
mediante a analise do Mapa Auto-Organizavel de Kohonen foi eficaz para

estudos de divergéncia genética em inhame da Regido do Recdncavo Baiano.

PALAVRAS-CHAVE: Inteligéncia artificial; Mapa auto-organizavel de Kohonen;

Melhoramento genético.
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ARTIFICIAL NEURAL NETWORKS IN THE ANALYSIS OF GENETIC
DIVERGENCE IN YAM (Dioscorea rotundata)

Author: Ingrid Giovanna Vieira Santos
Advisor: Prof. Dr. Ricardo Franco Cunha Moreira
Co-Advisor: Prof. Dr. Liniker Fernandes da Silva

ABSTRACT: The aim of this study was to estimate and organize the genetic
divergence of yam (Dioscorea rotundata) genotypes through the analysis of
Kohonen's Self-Organizing Maps. For this, data from the agronomic
characterization of 120 genotypes were used, which were characterized based
on six quantitative descriptors established by IPGRI/IITA (1997): stem diameter,
in cm (DC), petiole length, in cm (CP), distance between the insertion of the
petiole in the leaf and the upper edge of the leaf, in cm (P3), distance between
the insertion of the petiole in the leaf and the lower edge of the leaf, in cm (P2),
width of the leaf, in cm (F1) and tuber weight, in kg (PT). To recognize the
organization of dissimilarity of the yam genotypes, the Kohonen Self-Organizing
Maps (SOM) were used. And, to perform the analysis, the Kohonen package of
the RStudio software version 1.4.1103 was used. Thus, the results of the study
indicated that the application of artificial intelligence through the analysis of the
Kohonen Self-Organizing Map was effective for studies of genetic divergence in

yams from the Reconcavo Baiano Region.

KEYWORDS: Atrtificial intelligence; Kohonen's Self-Organizing Maps; Genetical

enhancement.
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1. INTRODUCAO

O inhame (Dioscorea rotundata) pertence ao género Dioscorea, 0 maior e
mais importante género da familia Dioscoreaceae, apresentando mais de 600
espécies e com distribuicdo nas regides tropicais, subtropicais e temperadas de
todo mundo (AMANZE et al., 2011; SIQUEIRA et al., 2014). E uma planta
monocotileddnea, anual e/ou perene, dioica (ATIENO et al., 2020) e propagada
vegetativamente (MONDO et al., 2020), que confere grande importancia social,
cultural e econdmica (ASIEDU; SARTIE, 2010).

Apesar da sua relevancia socioeconémica e cultural, o inhame tem sofrido
estresses bidticos, causados por doencas patogénicas e infestacdes de pragas,
e abidticos, resultantes da alteracéo climatica, condi¢cdes de seca e solos pobres,
acarretando a falta de material propagativo de boa qualidade, ameacando assim
a variabilidade destes recursos genéticos e ocasionando o abandono de
numerosas cultivares por razbes de suscetibilidade a doencas e pragas
(SYOMBUA et al., 2021). Neste sentido, torna-se necessario a realizacao de
estudos visando a variabilidade genética da espécie, uma vez que o0 sucesso dos
programas de melhoramento depende da existéncia de dissimilaridade para a
identificacdo de gendtipos superiores, com intuito de desenvolver variedades
melhoradas, que apresentem caracteres morfoagronémicos de interesse para 0s
produtores e consumidores (ERTIRO et al., 2013), como resisténcia a doencas
e pragas bem como alta produtividade com atributos apreciados pelo
consumidor, conforme apontam Mignouna et al. (2007) e Obidiegwu et al. (2009),

contribuindo na manutencéo da sustentabilidade do agronegdcio desta cultura.

Para a determinacdo da diversidade genética, ha diversas metodologias
disponiveis para estimar a dissimilaridade, seja mediante a utilizacdo de dados
fenotipicos ou com base em informacdes genotipicas. Entretanto, em virtude da
abrangéncia de informacdes a serem analisadas e as especificidades de cada
material biolégico, a escolha e a correta aplicacdo da metodologia mais
adequada séo fatores importantes para a obtencdo de resultados confiaveis e
precisos. Assim, a inteligéncia artificial, como as Redes Neurais Artificiais (RNA),
tem se mostrado Uteis nos programas de melhoramento genético, principalmente
nos estudos de deteccdo e reconhecimento dos padrdes de organizacao de

similaridade dos gendétipos mediante a andlise dos Mapas Auto-Organizaveis de
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Kohonen (SOM) (BARBOSA et al., 2011; SILVA et al., 2020; CARDOSO et al.,
2021).

As Redes do tipo SOM séo treinadas utilizando o aprendizado competitivo
e nao supervisionado, em que a base dos algoritmos de adaptacdo dos pesos
singpticos € a competicdo global entre os neurbnios, permitindo que a rede
construa um mapa topoldgico a partir da apresentacédo dos vetores de entrada,
uma vez que a rede identifica 0 neurbnio que apresenta o vetor de peso mais
semelhante ao da entrada (HAYKIN, 2001; BRAGA; CARVALHO; LUDERMIR,
2007), e assim, possibilita detectar similaridades e reconhecer padrdes, com
intuito de processar 0s agrupamentos e organizar os dados (CRUZ;
NASCIMENTO, 2018).

Nesse sentido, o presente trabalho teve como objetivo estimar e organizar
a divergéncia genética dos genaotipos de inhame (Dioscorea rotundata) mediante
a analise dos Mapas Auto-Organizaveis de Kohonen.

2. MATERIAL E METODOS
2.1 Area de Estudo

Um total de 120 gendtipos foram coletados em 18 propriedades rurais de
povoados pertencentes aos municipios de Cruz das Almas (39° 06’ 07” W, 12°
40’ 12” S), Séo Félix (38° 58’ 20” W, 12° 36’ 17’ S), Sao Felipe (39° 05’ 22” W,
12° 50’ 50” S) e Maragogipe (38° 55’ 10” W, 12° 46’ 40” S), localizados na regido
do Recbncavo Baiano, Brasil. O solo predominante dessas localidades é o
latossolo, o clima € umido e subumido, com temperatura anual de 23,4°C, exceto
Sao Felipe, que apresenta 24,4°C, e a precipitacdo média anual varia de 1087,7
a 1173,9 mm (SEI, 2013).

A identificacdo dos genotipos foi formulada por cédigos com trés letras,
sendo que a primeira representa a cultura (I — inhame) e as subsequentes, o
municipio no qual o gendtipo foi coletado (CA - Cruz das Almas; FL — Sao Felipe;
FX — Séo Félix e MA — Maragogipe, seguido pelo nimero do gendtipo (Tabela
1).
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Tabela 1. Relacdo dos gendétipos de inhame (Dioscorea rotundata) coletados na Regido do
Recbncavo Baiano com seus respectivos codigos, série, procedéncia (povoado e municipio) e
ndmero. Cruz das Almas, BA. 2021.

Cédigos dos Série dos Procedéncia N° de
Genétipos Genétipos Povoado Municipio Gendtipos
ICA lab Tual Cruz das Almas 6
ICA 7al2 Tua 2 Cruz das Almas 6
ICA 13a18 Cadete Cruz das Almas 6
ICA 19a24 Combé Cruz das Almas 6
ICA 25a30 Trés Boca Cruz das Almas 6
IFL 1lab6 Camargo Sao Felipe 6
IFL 7a12 Jaracanda Sao Felipe 6
IFL 13a18 Bom Gosto Sao Felipe 6
IFL 19a24 Boa Esperanga Sao Felipe 6
IFL 25a30 Campo das Flores Sao Felipe 6
IFX lab Sdo Bento Sao Félix 6
IFX 7a12 Engenho de S3o Jodo Sao Félix 6
IFX 13a18 Monte Alegre S3do Félix 6
IFX 19a24 Boa Vista Sao Félix 6
IFX 25a30 Matatauba Sao Félix 6
IMA 1a6 Serraria Maragogipe 6
IMA 7al2 Campinas Maragogipe 6
IMA 13a18 Encruzilhada Maragogipe 6
IMA 19a24 Batatan 2 Maragogipe 6
IMA 25a30 Batatan 3 Maragogipe 6
Total - - - 120

I- Inhame; CA - Cruz das Almas; FL — S&o Felipe; FX — S&o Félix e MA — Maragogipe.

Realizou-se a caracterizacdo dos genotipos em duas etapas. A primeira
etapa ocorreu entre os meses de maio e junho de 2015, em que foram realizadas
guatro visitas nos povoados dos municipios citados na Tabela 1. Em cada
propriedade rural, foram selecionados aleatoriamente seis genotipos, 0s quais
foram marcados com uma fita com a respectiva identificacdo de 1 a 6, sendo
caracterizada a parte aérea (folhas e caules), com o auxilio de régua e

paquimetro.

A segunda etapa ocorreu no més de dezembro de 2015, em que foram
realizadas duas visitas nas quais foram coletados tubérculos dos genotipos
previamente marcados, ensacados e transportados para o Laboratorio de
Tecnologia de Alimentos da Universidade Federal do Recéncavo da Bahia

(UFRB), onde foram avaliados com auxilio de fita métrica e balanca.
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Estes genotipos foram caraterizados com base em seis descritores
guantitativos estabelecidos pelo Instituto Internacional de Recursos Genéticos
Vegetais e Instituto Internacional de Agricultura Tropical (IPGRI/IITA, 1997):
didmetro do caule, em cm (DC), comprimento do peciolo, em cm (CP), distancia
entre a insercao do peciolo na folha a extremidade superior da folha, em cm (P3),
distancia entre a insercdo do peciolo na folha a extremidade inferior da folha, em

cm (P2), largura da folha, em cm (F1) e peso do tubérculo, em kg (PT).

2.2 Redes Neurais Artificiais

Para reconhecer a organizacdo da dissimilaridade dos genotipos de
inhame, os Mapas Auto-Organizaveis de Kohonen (SOM) foram utilizados. A
arquitetura da Rede Neural SOM é do tipo feedforward com uma camada de
entrada e uma de saida, denominada mapa topologico, o qual é dividido em trés
etapas, segundo Cruz e Nascimento (2018), Kohonen (1990) e Kohonen (2014):

Etapa 1: Para realizar a definicdo do mapa topoldgico e o estabelecimento
dos pesos aleatorios, as seis variaveis quantitativas (DC, CP, P3, P2, F1 e PT)
foram utilizadas como dados de entrada da rede SOM com duas dimensotes
(cinco linhas e cinco colunas — 5x5) e topologia do tipo hexagonal (hextop)
(Figura 1). Adotou-se o numero de épocas (ou ciclos) igual a 1000, e a funcéo
de ativacao utilizada para configurar as redes neurais artificiais foi a distancia

euclidiana.
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Figura 1. Arquitetura de uma rede neural SOM bidimensional com topologia do tipo hexagonal.
DC: didmetro do caule; CP: comprimento do peciolo; P3: distncia entre a inser¢cdo do peciolo
na folha a extremidade superior da folha; P2: distancia entre a insercdo do peciolo na folha a
extremidade inferior da folha; F1: largura da folha.

Fonte: Arquivo Pessoal (2021).

Etapa 2: ApGs a apresentacédo dos valores de entrada a rede, foi calculada
a medida da distancia em competicdo, sendo estabelecido o neurénio vencedor
como o de menor distancia entre eles. Ou seja, a cada padrao de entrada que €
apresentado para a rede, os neurbnios da camada de saida competem entre si,
sendo que apenas um neurénio sera o vencedor, e o neurénio vencedor € aquele
gue apresenta a menor distancia euclidiana entre os pesos sinapticos dos
neurdnios e o padrdo de entrada. Em seguida, os dados de entrada dos
neurdnios vizinhos tiveram seus pesos ajustados para determinar sua vizinhanca

pela taxa de aprendizado (n), sendo determinado pela seguinte expressao:

ade

Saida

Camada de
Entrada
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l. W(lvt;wedor) = W(lvencedor) + n(Xi - W(lvencedor))

1. W(lvj;zlinhanga) = W(lvizinhan(;a) + f(x)-n(Xi - W(lvizinhan(;a))

Sendo que n é a medida da taxa de aprendizado, W € o0 peso dos

neurénios, X; é o vetor de entrada e f(x) € a metade da taxa de aprendizado.

Etapa 3: Ap0s todas as entradas participarem da competicdo, uma época
(ou ciclo) foi finalizado e foi retomado a etapa 2 até que nao existisse grandes
diferencas entre os vetores de pesos iniciais e 0s ajustados.

E, para realizar a andlise, utilizou-se o pacote Kohonen (WEHRENS;
KRUISSELBRINK, 2019) do software RStudio versdo 1.4.1103 (RSTUDIO
TEAM, 2020).

3. RESULTADOS

Mediante a técnica de Redes Neurais Artificiais (RNA) do tipo SOM, foi
gerado um mapa topologico (Figura 2) que consegue, a partir dos dados
apresentados a rede, detectar padrbes e organiza-los pelo processo de
aprendizagem competitivo, uma vez que simula as conexdes de neurdnios e
cortex cerebral por similaridades (BRAGA; CARVALHO; LUDERMIR, 2011;
CRUZ; NASCIMENTO, 2018). Ou seja, esse método é capaz de ajustar 0s pesos
sinapticos para cada variavel entre as conexdes de neurdnios e agrupar oS
genotipos por padrdes de caracteres comuns (CRUZ; NASCIMENTO, 2018).



73

([ Je () (] =
1

Figura 2. Organizacdo de similaridade dos genétipos de inhame (Dioscorea rotundata) a partir
do Mapa Auto-Organizavel de Kohonen do tipo bidimensional com configuragao hexagonal
(5x5), onde baseia-se na intensidade da coloracdo da area preenchida do circulo para indicar a
concentracdo de genétipos em cada neurdnio.

Fonte: Arquivo Pessoal (2021).

Pbdde-se observar que os genotipos de inhame foram organizados em
diferentes neurdnios, representados por meio dos circulos, sendo que a
intensidade do preenchimento da area dos circulos indica a concentracdo de
gendtipos contidos naquele neurdnio. Assim, quanto maior a concentracao de
gendtipos, mais clara sera a area preenchida, enquanto que 0s neurdnios que
possuem uma menor quantidade de genotipos, o preenchimento do circulo &
representado pela coloracdo mais escura (Figura 2). Entdo, a partir da Tabela 2,
€ possivel analisar os genotipos que estao presentes em cada neurénio do Mapa
Auto-Organizavel de Kohonen, uma vez que a interpretacéo se da no sentido da
esquerda para a direita e de baixo para cima (Figura 2). Portanto, p6de-se

perceber que ndo ha neurbnios sem elementos.



Tabela 2. Agrupamento em neurénios dos vinte povoados da Regido do Recdncavo

Baiano, nos quais foram cultivados os genoétipos de inhame (Dioscorea rotundata), a

partir do Mapa Auto-Organizavel de Kohonen do tipo bidimensional com configuragdo
hexagonal (5x5). Cruz das Almas, BA. 2021.

QUANTIDADE DE

NEURONIO POVOADO GENOTIPOS
1 Batatan 3, Boa Esperanca, Bom Gosto, Cadete, 3
Campo das Flores, Encruzilhada, S3o Bento
2 Boa Vista 1
3 Batatan 2, Batatan 3, Boa Esperanga, Cadete, 10
Campo das Flores, Matatauba, Tua 1, Tua 2
4 3 Bocas, Cadete, Tua 2 4
5 Campinas, Combe, Encruzilhada
6 Camargo, Engenho de S3o Jodo, Jacaranda, Sao 4
Bento
7 Boa Esperanga, BlomNGosto, Camargg, Combe, 10
Jacaranda, S3o Bento, Serraria
Boa Vista, Cadete, Combe, Serraria
9 Batatan 2, Batatan 3, Campinas
10 Campo das Flores
1 3 Bocas, Batatan 3, Boa Vista, Encruzilhada, 7
Matatauba, Tua 1
12 Boa Esperanga 1
13 Batatan 3, Matatauba, Monte Alegre 3
14 3 Bocas, Boa Esperanca, Campinas, Encruzilhada 4
15 Tual 1
16 Tua 2 1
17 Bom Gosto, Camargo, Jacaranda, Monte Alegre, 7
Tua 2
18 Camargo
19 Jacaranda 3
20 3 Bocas, Batatan 2, Boa Esperancga, Cadete, 7
Camargo, Campo das Flores, Tua 1
21 Boa Vista, Camargo, Engenho de S3o Jodo, 5
Monte Alegre
22 Engenho de S3o Jodo 2
23 3 Bocas, Batatan 2, Batatan 3, Cadete, 3
Encruzilhada, Engenho de S3o Jodo, Sdo Bento
24 Matatauba, Monte Alegre, Sdo Bento, Serraria 6
Bom Gosto, Campinas, Campo das Flores,
25 Encruzilhada, Engenho de S3o Jodo, Monte 11

Alegre, Sdo Bento, Serraria, Tua 1

74
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Sendo assim, é importante destacar que a escolha da arquitetura da rede
bem como o tamanho e a configuracdo do mapa fica a critério do pesquisador.
Entretanto, a distribuicdo ideal deve ser a mais homogénea possivel, ou seja, o
tamanho do mapa deve ser reduzido se houver muitos neurdnios vazios ou deve
aumenta-lo se houver neurdénios com uma densidade muito alta de gendtipos
(ASAN; ERCAN, 2012). Além disso, Kohonen (2001) salienta que a
determinacao do nimero de neurdnios e dos parametros de aprendizagem € um
processo empirico, mediante a experiéncia do profissional e em métodos de
tentativa e erro. Inlmeras pesquisas estabeleceram a topologia da rede do tipo
SOM recorrendo ao critério de tentativa ou de maneira aleatéria (BARBOSA et
al.,, 2011; SPANOGHE et al., 2020; WEERAKOON; SOMARATNE, 2021).
Portanto, a metodologia para definir a arquitetura da rede é considerada um
aspecto relevante, porque sempre que empregam redes neurais do tipo SOM
nos dados coletados, os resultados obtidos podem ser diferentes, visto que as
redes possuem pesos sinapticos aleatorios no inicio do treinamento (primeira
iteracdo) (SANTOS et al., 2019; SILVA et al., 2020).

Além da identificacdo dos padrfes e da organizacdo dos genétipos, as
Redes Neurais Atrtificiais do tipo SOM também possibilitam a distincdo e
classificacdo entre os genaotipos analisados por distanciamento de neurdnios. Os
neurdnios, onde 0s genotipos sdo alocados no mapa, sao considerados regides
de classificacdo, onde 0s neurdnios proximos séo integrados de gendtipos que
possuem certa similaridade com os genétipos dos neurbnios vizinhos (ASAN;
ERCAN, 2012). Assim, foi gerada uma matriz de distancia unificada, denominada
de Matriz U, na qual as cores mais escuras indicam menor distancia entre os
gendtipos, ou seja, sdo mais similares entre si, e as cores claras indicam que os
gendtipos sdo mais dissimilares (estdo mais distantes) (Figura 3). Entéo,
observou-se que a maioria dos genaotipos apresentaram uma distancia relevante,
indicando uma presenca significativa de variabilidade genética. Dessa forma,
guanto maior a distancia, mais se pode ter individuos divergentes

geneticamente.
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Figura 3. Matriz de distancia unificada entre neurdnios vizinhos dos genétipos de inhame
(Dioscorea rotundata) a partir do Mapa Auto-Organizavel de Kohonen do tipo bidimensional
com configuracdo hexagonal (5x5).

Fonte: Arquivo Pessoal (2021).

4. DISCUSSAO

Devido a variabilidade genética existente na cultura, o que explica sua
adaptacao as diferentes condi¢cdes de clima e solo, possibilitando o seu cultivo
em diversos paises, torna-se indispensavel a conservacdo de todo recurso
disponivel para evitar uma erosao genética, causada sobretudo por estresses
bidticos e abidticos, fragmentacéo e destruicdo do habitat natural (por exemplo,
desmatamento, desertificacdo, expansdo urbana e modernizacdo agricola), a
expansdo de novas fronteiras agricolas e a substituicdo de variedades crioulas
por variedades melhoradas, as quais ocasionam a perda da diversidade genética
entre e dentro das popula¢des ao longo dos anos. Com isso, 0 acervo genético
de uma espécie €é reduzido gradualmente, limitando o seu potencial de resiliéncia
perante essas situacdes e predispondo os cultivos a vulnerabilidade genética
(BROWN; HODGKIN, 2015).

Os problemas ambientais sempre foram preocupacdes no
melhoramento e, portanto, as mudancas climaticas e as adversidades geradas
pelo aguecimento global tém sido agentes propulsores que estimulam e

impulsionam descobertas na Ciéncia com o propdsito de proporcionar, de forma
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mais precisa, a escolha de genétipos mais produtivos e resistentes, e 0
desenvolvimento de meios que permitam a preservacao dos recursos biolégicos
existentes (FONTES et al., 2002).

Entdo, pesquisas que visam a discriminacdo de gendtipos dentro ou
entre populacdes tém sido de grande relevancia para o desenvolvimento de
programas de melhoramento genético e para a conservacao da biodiversidade.
Andlises da diversidade genética, mediante caracteres fenotipicos, tém
contribuido efetivamente na identificagdo dos genotipos mais promissores, em
etapas iniciais de programas de melhoramento, levando a otimizacdo dos
ganhos seletivos, devido a variabilidade encontrada nos grupos divergentes.
Além disso, as analises de diversidade genética tém permitido a organizacéao da
variabilidade existente e faciltado o gerenciamento dos bancos de
germoplasma, poupando tempo e recursos (BARBOSA et al., 2011).

No presente estudo, buscou-se estimar e organizar, mediante a
metodologia de Mapas Auto-Organizaveis, a divergéncia dos genotipos de
inhame. Assim, a utilizacdo de Redes Neurais Artificiais se mostrou eficiente,
uma vez que a forma como os dados foram apresentados internamente pela rede
possibilitou a distincdo e a organizacdo entre os genodtipos analisados por

distanciamento de neurdbnios.

As Redes Neurais Atrtificiais do tipo SOM vém se destacando como uma
metodologia satisfatoria e promissora para auxiliar o melhorista na organizacao
de gendtipos em programas de melhoramento, uma vez que os métodos
estatisticos multivariados convencionais, como Analise de Componentes
Principais (PCA), Andlise Discriminante de Anderson, variaveis canénicas,
meétodos aglomerativos e entre outros, ndo sdo capazes de realizar essa funcéo
(ROSADO et al., 2021). Aléem de apresentarem uma estrutura nao linear,
possibilitando a sua aplicacdo em estudos em que as relacdes entre as variaveis
sdo desconhecidas ou muito complexas (GAGO et al.,, 2010), demonstrando
assim a capacidade de nédo requerer informacao detalhada sobre os processos
fisicos do sistema a ser modelado (SUDHEER; GOSAIN; RAMASASTRI, 2003).
As RNA também possibiltam a modelagem com variaveis qualitativas (ou
categoricas) de forma eficiente (MARTINS et al., 2016). Além disso, as RNA néo

assumem nenhum tipo de distribuicdo dos dados a priori, diferentemente da
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abordagem das técnicas tradicionais, que assumem que os dados apresentam
uma distribuicdo normal, permitindo manipular amostras pequenas para
treinamento (KAVZOGLU; MATHER, 2003) e dados faltantes (BISHOP, 1995),
visto que as RNA podem ser ndo paramétricas (LAURINDO et al., 2017).

Atualmente, diversos estudos tém utilizado o Mapa Auto-Organizavel
de Kohonen para o reconhecimento do padrao de organizacéo da diversidade
genética, como Silva et al. (2020) que avaliaram o potencial da inteligéncia
computacional em genétipos de sorgo (Sorghum bicolor). Rosado et al. (2021)
estimaram e organizaram a dissimilaridade dos genétipos de pimenta e pimentédo
(Capsicum annum), objetivando a sele¢cdo de cruzamentos dialélicos. Cardoso
et al. (2021) analisaram a diversidade genética em gendtipos de algodao fibroso
colorido. Conforme observado nas pesquisas citadas, a Rede Neural Atrtificial do
tipo SOM foi capaz de detectar as dissimilaridades e organizar as similaridades

entre os acessos analisados de forma coerente e satisfatoria.

A andlise da dissimilaridade genética existente entre os genaotipos
permite informacbes sobre a relacdo de afinidade entre 0s mesmos,
proporcionando a formacao de grupos heteroticos, 0os quais sdo essenciais na
escolha de genitores que possuem boa complementaridade génica (CRUZ;
REGAZZI; CARNEIRO, 2012). Portanto, a avaliacdo da diversidade genética &
de fundamental importancia em programas de melhoramento e permite a
otimizacdo da selecdo de genitores, de modo que as melhores combinacfes
hibridas sejam preditas, visto que é possivel observar a variabilidade nos

caracteres alvos do melhoramento genético (BARBOSA et al., 2011).

Devido os resultados promissores da utilizacdo do Mapa Auto-
Organizavel de Kohonen para reconhecer o padrdo de organizacdo da
dissimilaridade entre os gendtipos de inhame, estudos posteriores podem ser
conduzidos na perspectiva de ampliacdo, estabelecimento e manutencdo de
Bancos de Germoplasma com intuito da conservacdo da maxima variabilidade
genética da espécie para uso imediato e futuro, visto que precisam armazenar
informacdes que caracterizem e diferenciem os acessos, a fim de identificar
gendtipos que reunam caracteristicas de importancia agricola e econdémica,
destinados para uso em programas de melhoramento genético ou diretamente

no sistema de producéo da cultura.
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CONCLUSAO

A aplicagdo da inteligéncia artificial mediante a analise do Mapa Auto-
Organizavel de Kohonen foi eficaz para distinguir a dissimilaridade dos

genotipos de inhame na Regido do Recbncavo Baiano.

A variabilidade genética entre os gendétipos de inhame pode ser explorada
com o auxilio da inteligéncia artificial em futuros programas de
melhoramento genético, uma vez que a Rede Neural do tipo SOM tem
grande potencial para auxiliar o pesquisador na tomada de decisdo em
relacdo a escolha de genitores para cruzamentos dialélicos.

O entendimento da diversidade genética entre os genétipos de inhame
contribui para a otimizacdo do processo de conservacao, caracterizacao
e utilizacdo do germoplasma, e em estudos para geracéo de populacdes

segregantes e desenvolvimento de novas variedades.
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